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Grzegorz DRALUS!

POPRAWA JAKO SCI DYNAMICZNEGO MODELU
Zt O ZONEGO POPRZEZ ZASTOSOWANIE
INTERPOLOWANYCH DANYCH UCZ ACYCH

Artykut prezentuje wptyw interpolowanych danych agoych na jaké¢ modelu
globalnego dynamicznego obiektu zbmego. Obiekt zteony maze sktada sie z
kilku dynamicznych obiektéw prostych. Do modelovaariynamicznego obiektu
zlozonego zaproponowano szeregowo-réwnoleglty modeltyfiacji, w ktérym
jako meto@ uczenia mena zastosowaalgorytm wstecznej propagacjicdu do
obliczania gradientu z funkcji jakoi, jak w statycznych sieciach neuronowych.
Kryterium globalnym oceny jakeoi modelu jest suma kwadratéwedbw miedzy
wyjsciami obiektéw prostych a w§giami odpowiednich modeli prostych.
Obiektem bada jest dynamiczny nieliniowy obiekt ztony, ktéry sklada siz
szeregowego pat¢zenia dwéch dynamicznych nieliniowych obiektéw giych
opisanych nieliniowymi réwnaniami #aicowymi. Model globalny obiektu
ztozonego sklada siz dwoch paczonych szeregowo dynamicznych model
prostych. Jako model globalnyzyio wielowarstwowe sieci neuronowe typu
feedforward z liniami op#nien w odpowiedniej konfiguracji. Do uczenia modelu
globalnego wygenerowano dwa typy danychaogezh. Pierwszy typ danych to
100-punktowy zbior liczb losowych o rozktadzie naimym z wartéciami z
przedziatu <-1, 1>. Drugi typ danych powstat przegerpolacg (trzema
dodatkowymi punktami) 100—punktowego zbioru danjadowych. Zb6r danych
interpolowanych zawiera 400 liczb o watt@ch z przedziatu <-1, 1>. W artykule
przedstawiono wptyw obu typéw danych na jgkonodelu globalnego i modeli
prostych oraz wptyw na szybkbuczenia s modelu.

Stowa kluczowe: dynamiczny obiekt zimny, modelowanie globalne, 8ie
neuronowe

1. Wstep

Istnieje wiele rodzajow obiektow ztonych. Jeden rodzaj to obiekty
zlozone sktadajce st z blokoéw (obiektow prostych) pgdzonych w

! Grzegorz Dralus, Politechnika Rzeszowska, Katedektétechniki i Podstaw Informatyki
ul. W. Pola 2, 35-959 Rzeszéw, gregor@prz.edu.pl,
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funkcjonalry struktug; [1]. Inny rodzaj to zbiér obiektéw, ktore nie doktadnie
aproksymowalne ze skozenie sparametryzowanym zbiorem modeli [3].
Jeszcze inny rodzaj to modele kompleksu operakjipk dogd nie opracowano
kompleksowych metod modelowania obiektowzaloych, zaréwno statycznych
jak tez dynamicznych, ktéreashardzo trudne do zamodelowania.

Modelowanie dynamicznych obiektow prostych jest¢ddobrze opisane w
literaturze [2,8,10]. Jednak modelowanie dynamichngbiektéw ztaonych jest
problemem trudnym, dad nie w peini rozngzanym. Na przyktad w procesach
przemystowych istnieje konieczéto opracowania algorytméw sterowania dla
réznych faz procesu. Konieczéioopracowania modeli obiektow Zonych jest
mocno zwjzana ze sterowaniem tymi procesami. Modele obiekit@aonych
bardzo czsto & budowane w celach poznawczych.

Matematyczne metody modelowania statycznych obwekt@dozonych
polegaj na modelowaniu obiektéw prostych, ktora szesciami obiektu
zlozonego i ich optymalizacji. Naginie buduje s model zlgony z
optymalnych modeli prostych, ale taki model niet jasodelem globalnie
optymalnym [1,4,5]. Daym problem byto i jest budowa optymalnego modelu
globalnego.

Sieci neuronowe dgki swym podstawowym wilasgoiom (elastyczna
struktura, zdoln& aproksymaciji nieliniowych funkcji, dynamika, przamzanie
rownolegte i wielowymiarow&) pozwolity na budow modeli globalnych
obiektow zt@ony. Optymalizacja parametrow modelu prowadzi dagiania
modelu globalnie optymalneg®odel globalny, w ktérym przeptyw sygnatow
podczas uczenia modelu i podczas jego dziatantatgés sam jak w obiekcie
ztozonym, czyli w petni odzwierciedla struktuobiektu zi@onego i jego c&ci
sktadowe. Dobdr parametrow modelu globalnego (aaytienie sieci) nahy tak
przeprowadz, aby wygcia modelu ztaonego byty jak najbardziej zkhbne do
wyjs¢ obiektu zi@onego, przy zachowaniu jego struktury. W drugidpkwsci
réznice medzy sygnatami wyjciowymi obiektow prostych i odpowiednich
modeli prostych rowniebyly jak najmniejsze.

2. Model dynamicznego obiektu zionego

2.1. Szeregowo-rownolegty model identyfikacji

Jezeli w obiekcie ztaonym o dowolnej strukturze, nie wygplja sprz:ze-
nia zwrotne, to taki obiekt moa sprowadZi do obiektu o strukturze szerego-
wej. W takiej strukturze weégiem do kolejnego elementu obiektu jest sgig z
obiektu poprzedniego. Konstragjmodele obiektu zfmnego mana sformuto-
wat wielorakie kryteria oceny jakoi tych modeli.

Do modelowania prostego obiektu dynamicznegazyciem sieci neuro-
nowych wielowarstwowych mma zastosowa szeregowo-réwnoleglty model
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identyfikacji [9]. W takiej strukturze do uczenigea wykorzystuje s dane
biezace oraz dane przeszie z %@ i wyjscia obiektu przez linie oghien. Wy-
stepuje tu sprzzenie zwrotne nie od sieci, ale od obiektu. Wtedy seuronowa
pracuje jak sié jednokierunkowa i me by¢ uczona wedtug reguty delta (sta-
tyczny algorytm propagacji wstecznej). Zaktagdaje bhd modelowania zmie-
rza asymptotycznie do matych waitg tzn. y(t) = y(t) model szeregowo-
rownolegly mae zostéd zasapiony przez model réwnolegly bez paimiej-
szych konsekwencji [9].

2.2. Model globalny

Zwykle dynamiczny obiekt ztany sktada si z kilku dynamicznych obiek-
téw prostych palczonych w pewan struktue. W swiecie rzeczywistym wyst
puje dua réznorodnd¢ struktur obiektéw ztoonych. Jednak jedre najbardziej
typowych struktur jakie wyspuja w przypadku obiektéw zimnych, zwlaszcza
w przemyle i technice, to struktura szeregowa.

Na rys.1 przedstawiono dynamiczny obiektzeioy o strukturze szerego-
wej. Obiekt sktada giz dwdch dynamicznych obiektéw prostychifP,, pok-
czonych szeregowo. W takiej strukturze,seig pierwszego obiektu prostego
jest wegciem do drugiego obiektu prostego. Zatem do modatiavzidzonego
obiektu dynamicznego o strukturze szeregowegma@o pewnej adaptacji wy-
korzyst& szeregowo-réwnolegimetod identyfikacji.

Narzdziem (jednym z niewielu) jakie mpa zastosowado modelowania
globalnego dynamicznego obiektu zZbmego w paiczeniu z szeregowo-
réwnolegh metod, identyfikacji & sieci neuronowe wielowarstwowe.

&) @)
u(k) y(k+1) Y(k+2)

ez
~C

v

A 4

v
-
ey m -

P RO P e Rz
k1) y(k+2)

Rys. 1. Struktura szeregowego dynamicznego ob&k#onego i jego modelu globalnego
Fig. 1. A diagram of dynamic complex system andgfidal model
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Uzycie sieci neuronowych i szeregowo-rownolegtej rdgtadentyfikacii
wymaga pewnej autorskiej adaptaciji. Po wybdieniu struktury obiektu zim-
nego w postaci obiektdéw prostych ifP, budowany jest model globalny o takiej
samej strukturze. W tym modelu sma wyr@ni¢ dwa modele proste M My,
ktére wraz liniami opgénien sygnaléw (ang. TDL), twogz struktue dyna-
miczr. Wyijscie pierwszego modelu jest wejem do modelu drugiego. Ponad-
to, wyjscie obiektu pierwszego, fest podawane, poprzez blok TDL, na $ce3
modelu pierwszego M oraz wyjcie obiektu drugiego Hest podawane na wej-
scie modelu drugiego M(rowniez poprzez blok TDL, patrz rys.1). Taki rozptyw
sygnatow obiektu ztonego i modelu globalnego mma nazwé szeregowo-
réwnolegh metod, identyfikacji obiektu ztaonego. Ze wzgdu na powysz
struktue modelu globalnego, jako modele prostgta wielowarstwowych sieci
neuronowych typu feedforward z liniami omden TDL. Kolejnym problemem
do rozwhizania jest opracowanie algorytméw uczenia modepostaci ztaonej
sieci neuronowej. Poniewan tej postaci modelu nie ma spien zwrotnych,
zatem do uczenia sieci wielowarstwowejma zaadaptowaalgorytmy oparte
na wstecznej propagacjidalu jak w sieciach statycznych. Punktem gig jest
zdefiniowanie kryterium jalkii dla modelu globalnego.

Na podstawie sygnatdw wigiowych z poszczegdbinych obiektéw prostych
i modeli prostych mina wyznacz§ btedy modelowania. Zatem dd dlar-tego
modelu prostego dla aktualnej probki czasu dyskggirk mozna obliczy ze
wzoru:

e(r)(k+r) =y (k+r) -y (k+r) 1)

gdzie :k — numer prébkiy(r)- wyjscie r-tego modelu prostegoy(r) - wyjscie
r-tego obiektu prostego.
Btedy modelowania czyli rnice mkdzy wyjsciami modelu prostego a

wyjsciami obiektu prostego wykorzystano do sformutovaanskanika jakaci
r-tego modelu prostego:

K

T Ko, 2
QW) =23 (e 10) € (=3[ ke -y k+nf @

k=1 k=1j=1

gdzie:K — liczba prébek w sygnale], - liczba wyg¢ r-tego obiektu prostego,
w(n) - wagir-tego modelu prostego.

Wypadkowe kryterium jakii dla modelu globalnego moa sformutowa
jako sum wazong wszystkich kryteriow jakéci modeli prostych:
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Jr

R K R 2
QW) =2 AQ" W)= 35 AN k+)-yP K+ @)

k=1r=1  j=1

gdzie:R- liczba obiektéw prostychy = [w®, ..., w"]-wagi modelu globalnego.
Wspotczynniki S=[f, 5, ... Bz] okrelaja wptyw poszczegolnych modeli
prostych na jaké& modelu globalnego. Poprzez odpowiedni dobor wiarto
wspotczynnikdwp mozna okréli¢ znaczenie modeli prostych w modelu global-
nym o wymaganej jakai.

2.3. Algorytm uczenia neuronowego modelu globalnego

Do uczenia sieci wielowarstwowych, z ktérych zbudow jest model glo-
balny konieczne byto zmodyfikowanie gradientowetgoeytmu wstecznej pro-
pagacji bédu. Ta modyfikacja musiata uwzglni¢ fakt, ze model ztgony skia-
da st ze statycznych sieci neuronowych z liniami amén (TDL) i sprzzenia
zwrotnego od obiektu podczas uczenia orazegpria od modelu po zakozo-
nym procesie uczenia. Ponadto model globalny sk&kda kliku modeli pro-
stych, ktérych wyjcia bior udziat w kryterium globalnym.

W celu minimalizacji funkcji kryterialnejQ, (W) zostanie gyta metoda

najwickszego spadku gradientu. Stegsujc metod do uczenia sieci, przyrost
wagi wylicza s¢ z gradientu funkcji kryterialnej (3) wedtug peszego wzoru:

AW = — R,W) _ R,W) azf
Wi =711 AN- = &™ A
J

I n

(4)

Przy uczeniu sieci neuronowych sma nie aywa¢ informacji 0 wartéci
gradientu, lecz tylko o jego znaku, co pozwala maczne przyspieszenie proce-
Su uczenia, w literaturze algorytm ten znany jest pazva Rprop[11].

Poprzez adaptacjalgorytmuRpropdla zt@zonej sieci neuronowej o struk-
turze szeregowo-réwnolegtej powstat zay dynamiczny algorytnDCRprop
[6]. Wzory na przyrosty wag dla modelu globalnegogbliczeniu gradientu z
kryterium jakdci (3) a1 nastpujace
- W warstwie wygciowej:

K
AWPM =P 12 (k+ R) S50 (k+ R) - y® (k + R))uM*(k + R-1) (5)
k=1
- warstwach ukrytych:

K Im+1
awP™ =Y (2l (k+0) 2 a0 k)W U™ (k+r=1)  (6)
k=1 =1
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- w dodatkowych warstwach ukrytych:

Im-v»l
K a—(r+1),m+1 K+r W_(r+1),m+1
AWM =Ry £(Z] (k+1)) Z | (rnvs U™ (k+r =1) (7)
k=1

850 (k+1) -y (k+1)

gdzie: 7° jest adaptacyjnym wspoétczynnikiem tempa uczelia; ilos¢ warstw
sieci globalnej, f'(z?‘(k)) jest funkcy aktywacji neuronu wm-tej warstwie,

z?‘(k+r) jest sygnatem weégiowym funkcji aktywacji j-tego neuronu,
uim‘l(k +r-=1 jest sygnhatem wegiowym m-tej warstwy,

g rHm :& jest bedemdeltal-tego neuronum-tej warstwy wr-tym

ag" (K +r)
modelu prostym.
W neuronowym modelu globalnym oprécz zwyktych warakrytych, wysgpu-
ja dodatkowe warstwy ukryte, ktore warstwami wygciowymi poszczegdlnych
modeli prostych.
Adaptacyjny wspotczynnik uczenig w p-tej epoce uczenia jest obliczany we-
dtug poniszego wzoru:

min(a " 72,.) ody SP ISP >0
P ={madb @ f8, ) gdy SPBPY <0 (8)

ji

ne gdy SP(B(" =0

Q,W(p)

ji

gdzie: p — numer cyklu, S]’i’z , oraz a=1.2; b=0.5; 7, =50;

Nin =107°.

Dodatkowym kryterium oceny jakoi modelowania przgio wzgkdny
btad procentowy BP. B ten liczony jest dla kKalego wyjcia r-tego modelu
prostego:

X300 -y 0]

(r) =
BP Z::]_‘y(r) (k)‘

0% 9
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gdzie: K — ilos¢ prébek, k — numer prébki,r — numer modelu, y" — wyjscie

r-tego obiektu,y(r) —wyjscie r-tego modelu.

2.4. Cel bada

Celem bada jest analiza zasadéw interpolacji probek losowych i ich
zastosowanie jako dane wuce. Zbadanie wplywu danych interpolowanych na
jakos¢ modelu globalnego i modeli prostych oraz na szybkoczenia si
modelu globalnego.

Aby zrealizow& powyzszy cel naley wygenerowéa dwa rodzaje danych ugz
cych:

» dane losowe o rozktadzie normalnym o wéctach

z przedzialu <-1, 1>,

» interpolow& powyzsze dane losowe.

Nastpnie przeprowadzisymulacje i porownawyniki czyli wskaniki jakosci
modelu globalnego i modeli prostych dla obu typoya.

3. Symulacje i prezentacja wynikow

3.1. Dynamiczny obiekt zt@aony

Do zamodelowania zostat wybrany nieliniowy dynamicobiekt ztaony,
ktory sklada s dwoch dynamicznych nieliniowych obiektéw prostych
pofaczonych szeregowego (rys. 2). Obiekt pierwszy ozoaa jako PP a obiekt
drugi oznaczono jako,PWejciem do obiektu pierwszego jest sygogd).

u(k) y( ' %k+ 1) )52)(k+2)
— P » P, —

Rys. 2. Schemat blokowy obiektu zémego
Fig. 2. A block diagram of a complex system

Sposbéb dziatania obu obiektéw prostych zme opisda za pomog
nieliniowych réwna réznicowych drugiego rgu. Wyjscie y(k+1) pierwszego
obiektu prostego P jest opisane nagiujacym nieliniowym rownaniem
réznicowym:

yOk+1) = £,(y® (k). y® (k -1, y® (k - 2), u(k), u(k -1)) (10)
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Wyjscie y@(k+2) drugiego obiektu prostego, Réwniez opisane jest
nieliniowym réwnaniem rznicowym:

y@k+2) = £,(y? (k+1), y? (k) y? k-1, y®(k+2),y® (k) (1)

Nieliniowe funkcjefi() [9] oraz fu() [5], ktére wystpuja we wzorach (10) i (11)
zdefiniowane g nastpujacymi wzorami:

_ X XXX (X —1) + X,
f IX IX IX ] - 12
1(X1 21 %3 4X5) 1+X§+X32 (12)
oraz
V,VoVe (V; —1) +V,
fz(V11V2’V31V41V5): 2VaVs (V1 ~ 1) * Ve (13)

1+2v7

3.2. Struktura neuronowego modelu globalnego

Jako model globalny obiektu Zionego przyto si€ neuronowy 6-cio
warstwowg (rys. 3) o naspujacej strukturze: 1 wégie zewrtrzne, 5 neuronéw
wejsciowych, 20 neurondw (typu tangens hiperbolicznypierwszej warstwie,
10 neurondéw (typu tangens hiperboliczny) w drugiejstwie, 1 neuron liniowy
w warstwie trzeciej, 20 neuronéw w warstwie czwjarttD neuronéw w
warstwie patej i 1 neuron liniowy w warstwie szostej (Wgjowej modelu
zlozonego). Warstwa trzecia zwardodatkows” warstwa ukryta petni specjala
role. Jest granic miedzy pierwszym a drugim modelem prostym. ¥éjg
trzeciej warstwy jest wygiem pierwszego modelu prostego i jedndore
wejsciem do drugiego modelu prostego. Smokazana na rys. 3 jest w trybie
uczenia, czyli jest modelem o szeregowo-rownolegfiejkturze.

Na rys. 4 przedstawiono gi& trybie pracy czyli model globalny, ktéry ma
struktug rownolegh. W tym modelu wysipuje sprzzenia zwrotne midzy
wyjsciami modeli prostych a ich wigiami. Zatem taki model jest modelem
dynamicznym i mee modelowé dynamiczne obiekty zimne. Linie opdnien
TDL pozwalaj realizow& w modelu globalnym réwnania rekurencyjne
opisupce obiekt ztaony. Zmiana struktury modelu nagstje po zakaczeniu
procesu uczenia sieci, gdyabitjest dostatecznie maly. Niestety nie ma twardego
kryterium kiedy mana uzna, ze bhd jest dostatecznie maty.
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k (k+1) y(k+2)
u(k) ” v o )

v
A4

Rys. 3. Model globalny w postaci 6-warstowej sigeiironowej w trybie uczenia
Fig. 3. A global model as a 6-th layer neural nefwo the learning mode

Rys. 4. Dynamiczny model globalny w postaci 6-wan&j sieci neuronowej w trybie pracy
Fig. 4. A dynamic global mode as a 6-th layer nlemeawork in the working mode
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Moment zak@czenia procesu uczenia neo nasipi¢ jezeli wskanik
jakosci modelu globalnego aginat zatazona minimalmg wartgsi¢. Dodatkowo
mozna jeszcze ucgymodel do momentu, gdy wskaki jakosci poszczegolnych
modeli prostych osgna zatazone wartdci. Jednak w celu okékenia szybkéci
uczenia sj modeli mana zakaéczy¢ proces uczenia po okitenej liczbie cykli.

3.3. Dane ucgce i dane testowe

Do uczenia sieci neuronowych, ktorych zadaniem jesidelowanie
nieliniowych funkgcji takich jak funkcje (13) i (14)azwyczaj stosuje gidane
losowe. Wygenerowano dwa rodzaje danyaageh. Pierwszy rodzaj to dane
losowe o0 rozktadzie normalnym w zakresie waoito<-1, 1>, ktérych zbior
zawiera 100 liczb. Dane losowe zostaly wygenerowaneez m-funkcje
randn.mw programie Matlab.

Dane losowe gdanymi o dynamice d&j zmienndci, co czasami utrudnia
albo wydtwa uczenie sieci. Jednym ze sposobdw zmniejszeniannici
danych jest interpolacja danych. Interpolacja dedhijdatkowe punkty reilzy
weztami (punktami) pochodzymi z oryginalnych danych losowych. W wyniku
interpolacji powstaje funkcja quasi deterministyezn
Zatem drugi typ danych ugzych wygenerowano poprzez interpotadanych
losowych pierwszego typu (zawiegeych 100 punktow), dodgg miedzy kaz-
dym weztem dodatkowe 3 punkty. Uzyskano w ten sposobidrestaw danych
uczcych, ktéry zawiera 400 probek (liczb). Liczba pekldanych interpolowa-
nych jest 4-krotnie wksza nk danych losowych Do interpolacji danych loso-
wych zostata #yta funkcjainterpl.mz pakietu Matlab. Interpolacja danych
losowych w tym przypadku nie zmieniata zakresu danygzyli dane interpolo-
wane pozostajw zakresie <-1, 1>.

Testowy sygnat wégiowy dla obiektu zteonego i modelu globalnego jest
sygnatem deterministycznym w postaci:

u(k) = sin(27k /250) dla k <250

14
u(k) = 08sin(27k /250) + 0.2sin(27k /25) dla 250<k <500 (14)

3.4. Wyniki symulacji

Symulacje modelowania wykonano na dwoch jednakowwobdelach
neuronowych (modele mialy identyeerstruktug i ilos¢ neurondw). Jeden
model byt uczony przez 100-punktowe dane losoweziktadzie normalnym.
Drugi model byt uczony przez 400-punktowe interpgdne dane uaze.
Wartaici wspotczynnikow w kryterium globalnym (3) przyp nastpujace:
B,=0.5, B,=0.5 dla obu modeli. Do uczenia obu modetyto ztazonego
dynamicznego algorytmiDCRprop Proces uczenia zatrzymywano po 500,
1000, 1500, 2000 i 3000 cyklach uczenia.
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Wartasci kryterium globalnegdg, oraz kryterium modeli prostyc®® i
Q@ przedstawiono w tabeli 1 dla modelu uczonego 1@tkpwym losowym
zbiorem uczcym oraz w tabeli 2 dla modelu uczonego 400-punitow
interpolowanym zbiorem ugzym. Wyniki przedstawiono dla modeli o
strukturze szeregowo-réwnolegtej dla danychaogeh oraz dla modeli o
strukturze rownolegtej dla danych testowych.

Tabela 1. Wartii wskanikéw jakasci po okrélonej liczbie cykli uczenia modelu (model uczony
przez dane losowe (100 punktéw))

Table 1. Values of quality indices after a certstage of the learning (model learned by random
data (100 points))

Q(l) Q(z) Qg Q(l) Q(z) Qg
Cykle model szeregowo-réwnolegty model rownolegly
- dane ucgce - dane testowe

500 0.00520 0.00195 0.0035¢ 9.327 0.749 5.038
1000 0.00255 0.00097 0.00176 6.962 0.444 3.703
1500 0.00181 0.000663 0.00123 6.286 0.40y 3.346
2000 0.00146 0.000499 0.000980 6.155 0.318 3.234
3000 0.00106 0.000354 0.000710 5.818 0.25} 3.037

Tabela 2. Wartii wskanikéw jakasci po okrglonej liczbie cykli uczenia modelu (model uczo-
ny przez dane interpolowane (400 punktow))

Table 2. Values of quality indices after a certtange of the learning (model learned by
interpolated data (400 points))

Q(l) Q(z) Qg Q(l) Q(z) Qg
Cykle model szeregowo-réwnolegty model rownolegty
- dane ucgce - dane testowe
500 0.0241 0.00803 0.0160 0.765 0.133 0.449
1000 0.0122 0.00441 0.00831 0.475 0.0639 0.269
1500 0.00847 0.00320 0.00584 0.371 0.0336 0.203
2000 0.00662 0.00242 0.00452 0.312 0.0188 0.166
3000 0.00398 0.00159 0.00279 0.172 0.00641 0.08p2

Tabela 3 zwiera htly procentowe BP obliczone wedtug wzoru (13) dla
pierwszego i drugiego modelu prostego, dla 100-mwch losowych danych
uczacych (model szeregowo-réwnolegly) oraz danych tegth (model
rownolegly). W tabeli 4 zamieszczono ¢ty procentowe BP dla 400-
punktowtych interpolowanych danych acgch (model szeregowo-rownolegty)

i danych testowych (model réwnolegty).
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Tabela 3. Wart&i btedow BP po okrédonych cyklach uczenia modelu (model uczony przazed
losowe (100 punktow))

Table 3. Values of percentage errors after aicestage of the learning (model learned by
random data (100 points))

BPY BP® BPY BP®
(%] [%] (%] [%]
model szeregowo- model rownolegly
Cykle .
rébwnolegty - dane ueze - dane testowe
500 2.49 1.73 19.7 9.92
1000 1.76 1.23 16.7 7.48
1500 1.48 1.03 15.7 7.13
2000 1.34 0.88 15.9 6.20
3000 1.16 0.72 15.6 5.45

Tabela 4. Wartiri btedéw BP po okréonych cyklach uczenia modelu (model uczony przazed
interpolowane (400 punktow))

Table 4. Values of percentage errors after aicestage of the learning (model learned by
interpolated data (400 points))

BP® BP? BP® BP?
(%] [%] (%] [%]
Cykle ) model szeregowo- model rownolegly
rébwnolegty - dane ueze - dane testowe
500 2.20 1.68 4.28 3.25
1000 1.53 1.30 2.84 2.18
1500 1.27 1.10 2.37 1.57
2000 1.14 0.96 2.16 1.19
3000 0.92 0.78 1.86 0.75

Na rys. 5 przestawiono przebiegi kryteriow jésiamodeli prostych dla da-
nych ucacych (model uczony przez dane losowe (100 punkiéprzez dane
interpolowane (400 punktéw)) dla modelu szeregodwerolegtego w funkcji
cykli uczenia. Wartgci kryteriow jakagci modeli prostych dla danych testowych
obu modeli (tryb pracy, modele réwnolegte) w zal&ci od liczby cykli ucze-
nia przedstawiono na rys. 6.
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Rys. 5. Wartéci kryteriow jakdci modeli prostych dla danych ugzch (modele w trybie ucze-
nia, SR100— model szeregowo-réwnolegty uczony pdeee losowe (100 punktéw), SR400—
model szeregowo-rownolegty uczony przez dane ioterpane (400 punktéw))

Fig. 5. Values of quality indices of simple modfasthe training data (SR100 -series-parallel
model trained by 100 samples of random data, SR@es-parallel model trained by 400 sam-
ples of interpolated random data)
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Rys. 6 Wartéci kryteriow jakadci modeli prostych dla danych testowych (modeleylie pracy,
R100 — model réwnolegty uczony przez dane losow8 (ihktow), R400 — model réwnolegty
uczony przez dane interpolowane (400 punktéw))

Fig. 6 Values of quality indices of simple modads the training data (R100-parallel model
trained by 100 samples of random data, R400 - garalbdel, trained by 400 samples of interpo-
lated random data)
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Rys. 7. Wartéci bledow procentowych modeli prostych dla danychasgzh (modele w trybie
uczenia, SR100 — model szeregowo-réwnolegty uczomgzpdane losowe (100 punktéw), SR400
— model szeregowo-réwnolegty uczony przez danepotewane (400 punktow))

Fig. 7. Values of percent errors of simple modetslie training data (SR100 — series-parallel
model trained by 100 samples of random data, SR480es-parallel model trained by 400 sam-
ples of interpolated random data)
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Rys. 8. Wartéci btedow procentowych modeli prostych dla danych testdwinodele w trybie
pracy, R100 — model réwnolegty, uczony przez daseve (100 punktow), S400 — model réwno-
legty, uczony przez dane interpolowane (400 punktéw

Fig. 8. Values of percent errors of simple modetslie training data (R100 — parallel model
trained by 100 samples of random data, R400 — paratidel trained by 400 samples of interpo-
lated random data)
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Na rys. 7 przestawiono przebiegetdbw procentowych BP modeli prostych
dla danych uccych (dane losowe i dane interpolowane) dla modedéuegowo-
réwnolegtego w zalaosci od liczby cykli uczenia. Warfoi bledéw BP modeli
prostych dla danych testowych obu modeli (modelendgegte) w funkcji cykli
uczenia przedstawiono na rys. 8.

Na rys. 9 przestawiono przebiegi sygnatu tesego dla obu modeli pro-
stych po 3000 cyklach uczenia, w modelu globalnyzoaym przez dane inter-
polowane.
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Rys. 9. Sygnat testowy na weju (we) i wygciu pierwszego obiektu prostego (wy) Pmodelu
prostego (wy M), oraz sygnat testowy na wégju drugiego obiektu prostego (wy)R modelu

prostego (wy M)

Fig. 9. The test signals on the output of the fiistple object and the first simple model,jMhe
test signals on the output of the second simpjecbband the second simple modelb{M
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4. Whnioski
4.1. Wptywu typu danych ucacych na szybkd¢ uczenia s¢ modeli

Najwiekszy spadek wartgi kryteribw jakdci (im mniejsza warta
kryterium tym wyzsza jaké¢ modelu) modeli prostych wygiuje medzy 500 a
1000 cyklem uczenia, oprécz (nienotowanego) praddzimiedzy 1 i 500
cyklem. Dalsze uczenie modeli pgstje coraz wolniej, co jest zgodne z
charakterem tego typu algorytmow. Moment zal@enia uczenia nagtuje po
3000 cyklach uczenia, kiedy poprawa jédianodeli jest niewielka.

Wskaznik jakasci modelu pierwszeg®™® przyjmuje 2-3 krotnie wksze
wartdci niz wskanik jakosci modelu drugiegdd®. Po pierwsze dlategae
sygnat wyfciowy modelu pierwszego jest prawie dwukrotnieckszy od
sygnatu wygciowego modelu drugiego. Po drugie, obiekt pierwszysilniejsz
nieliniowos¢ niz obiekt drugi.

Model globalny uczony przez 100-punktowy zbiér damyosowych (w
skrécie: dane losowe) uczyesi-5 razy szybciej tnimodel uczony przez 400-
punktowy zbidr danych interpolowanych (w skréci@nd interpolowane). Na
przyktad, dla 1000 cykli dla danych losowych wéétavskaznika Q® wynosi
0.00255 a dla danych interpolowany@® wynosi 0.0122. Na czterokrotnie
wigksz szybkdc¢ uczenia si modelu dla danych losowych wptywa fakg ten
zbiér jest 4-krotnie mniejszy hizbiér danych interpolowanych.

4.2. Wplywu typu danych ucacych na jakasé modeli

W modelu globalnym uczonym 100-punktowym zbioremyatd losowych
wartasci wskaznikow jakasci sa okoto 3-4 krotnie mniejsze himodelu, ktory
byt uczony 400-punktowym zbiorem danych interpolaweh. Na przykiad, po
3000 cyklach, wskaniki jakosci w szeregowo-réwnolegtej konfiguracji modeli
sa nastpujace: Q"=0.00106, Q™=0.000355, Q,=0.000710 dla danych
losowych, orazQ™=0.00389, Q"’=0.00159, o0razQs=0.00279 dla danych
interpolowanych.

Dokladne oszacowanie jad@ modelu daj wskaniki w postaci bédéw
procentowych BP. Dla danych wcxch, bhd procentowy pierwszego modelu
prostego (uczonego danymi losowymi) wynosi3R2.16%, a uczonego danymi
interpolowanymi wynosi B®=0.92%. Natomiast bl procentowy drugiego
modelu prostego (a zarazem modelu globalnego) ecgplanymi losowymi
wynosi BF?=0.72%, a uczonego danymi interpolowanymi wynosf’BB.78%.

Dla danych ucxych jakd¢ pierwszego modelu prostego jest lepsza gdy uczono

go danymi interpolowanymi, a jak&® modelu globalnego (czyli drugiego
modelu prostego) jest lesza, gdy uczony byt praeedosowe.

Zupetnie inne wyniki zaobserwowano dla modelu réwgiego (w trybie
pracy) dla danych testowych. Dla danych testowyobli¢zenia po 3000



Poprawa jakéci dynamicznego modelu ztonego ... 239

cyklach), wartéci wskanikow jakdci s3 okoto 30-40 krotnie weksze w
modelu globalnym uczonym 100-punktowym zbiorem dénlpsowych ni w
modelu uczonym 400-punktowym zbiorem danych intlenpanych. | tak, dla
modelu, ktéry byt uczony przez dane losowe wsikaQ®=5.818, a dla modelu,
ktéry byt uczony przez dane interpolowane wisia Q®™=0.172. Podobnie dla
modelu uczonego danymi losowymi wghik Q@=0.257, a dla modelu
uczonego danymi interpolowanymi wskik Q=0.00641.

Réwniez w bledach procentowych modeli obliczonych dla danych
testowych wida duza zaleznos¢ jakasci modeli od typu danych ugeych.

Dla danych testowych, & procentowy pierwszego modelu prostego (uczonego
danymi losowymi) wynosi BP=15.6%, a uczonego danymi interpolowanymi
wynosi BPY=1.86%. Natomiast btl procentowy drugiego modelu prostego (a
zarazem modelu globalnego) uczonego danymi losowyyniosi BF?=5.45%,

a uczonego danymi interpolowanymi wynosi ®#0.75%. Zatem dla danych
testowych jaké pierwszego modelu prostego jest okoto 8-krotniesta, a
jakos¢ modelu globalnego jest okoto 7-krotnie lepsza, gdgdel globalny
uczony byt danymi interpolowanymi xiw przypadku uczenia przez dane
losowe.

Mozna te zauway¢, ze bhd procentowy modelu globalnego dla danych
testowych jest mniejszy (B¥-0.75%) nt dla danych ucgych (BF?=0.78%).

5. Podsumowanie

W artykule przedstawiono wyniki komputerowych syaaji dla modelu
globalnego dynamicznego obiektu zbmego. Otrzymane wyniki potwierdzaj
mozliwo$¢ budowy modeli globalnych dynamicznych obiektowzeloych przy
uzyciu statycznych sieci wielowarstwowych z liniamiDI w strukturze
dynamicznej.

Uzyskane wyniki wskazuaj ze wycie danych interpolowanych wydia
czas uczenia modelu ze wadli na wzrost liczby probek proporcjonalnie do ich
ilosci w stosunku do ileci probek losowych. W tym przypadku 4-krotny wzrost
liczby probek 4 krotnie wydia czas uczenia modelu globalnego. Jedrigkia
danych interpolowanych powoduje okoto 8-krotny wargakaci modelu
globalnego i modeli prostych.

Dla danych ucacych, w konfiguraciji szeregowo-réwnolegtej modddtedy
procentowe dla obu modeli niezréa sie znacaco (% na poziomie 1%). Dla
danych testuacych, w konfiguracji rownolegtej modelu,eoly procentowe gsna
poziomie jednego procenta (BR0.75%) dla modelu globalnego uczonego
danymi interpolowanymi oraz na poziomie okoto 698¢5.45%) dla modelu
uczonego danymi losowymi.

Interpolacja danych losowych znace polepsza jaké neuronowego
modelu globalnego oraz dynamicznych modeli prostgéizonego obiektu
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dynamicznego tej klasy, jak rozpatrywany w tym k.
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IMPROVING THE QUALITY OF DYNAMIC COMPLEX MODEL BY
USE OF INTERPOLATED LEARNING DATA

Summary

The main goal of this paper was study the impacdypés of training data on the quality of
the global model and the quality of simple modéldymamic complex system. It were considered
two types of the training data: random data whichtained 100 points with normal distribution
and data which contained 400 points of interpolatetdom data. For simulations a dynamic
complex system, which consists of two non-lineamaiyic objects, connected in series was con-
sidered. The complex dynamic system is describetivbynonlinear discrete functions. A global
model of this system was built from multi-layer redunetwork in a dynamic structure. The global
model was divided into two dynamic simple modelsi@aordance to the construction of the com-
plex system. As a global quality criterion was aédpthe weighted suraf quality criteria of
dynamic simple models. Two types of training dataengenerated: a set of random numbers with
normal distribution in interval <-1,1> and a setiterpolated random numbers (i.e. interpolation
of the first random set) in interval <-1,1>. Th@dam set contains 100 numbers, the interpolated
set contains 400 numbers.
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Kind of training random data has an influence amlrarning speed of the models, and has
an influence on the quality of the simple modeld &me global model. Interpolated random data
significantly improves (about 8 times) the qualitithe dynamic global model of the complex
system. The obtained results show, that by appmtgpchoice of the training data can be obtained
very good quality of the global model (i.e. theBfhdex reaches less than 1 percent) and at the
same time very high quality of the first simple reb@l.e. the B® index reaches a value of about
2 percent).

Keywords: modeling systems, global models, dynamic compiestesns, multilayer neural net-
works.
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